
ハードウェアディープラーニングアクセラレータの研究動向
Research Trends of Hardware Deep Learning Accelerators

植吉 晃大
Kodai Ueyoshi

高前田 伸也
Shinya Takamaeda

池辺 将之
Masayuki Ikebe

浅井 哲也
Tetsuya Asai

本村 真人
Masato Motomura

北海道大学 情報科学研究科
〒 060–0814 北海道札幌市北区北 14条西 9丁目

Graduate School of Information Science and Technology, Hokkaido University
Kita 14, Nishi 9, Kita-ku, Sapporo, Hokkaido, 060–0814

E-mail: ueyoshi@lalsie.ist.hokudai.ac.jp

1 まえがき

近年、ディープラーニングのハードウェア実装の研究
が盛んに行われており、より面積・電力効率の良いアク
セラレータが求められている。特に、畳み込みニューラ
ルネットワーク (Convolutional Neural Network: CNN)

の認識機能に特化したアクセラレータが多数提案されて
いる。本稿では、それぞれのアーキテクチャの特性を調
べ、その動向を解説する。さらに、ハードウェア志向な
ニューラルネットワークを取り上げ、これらを組み合わ
せることで、今後どのように効率的なアクセラレータを
探索していくべきかを調査し、報告する。

2 畳み込みニューラルネットワークのハードウェアア
クセラレータ

近年、ディープラーニングのハードウェア組み込みシ
ステムの需要が高まってきている。これは、知能的計算
技術の車載応用や IoT デバイスへの普及において、面
積・電力効率の良い組込みシステムが求められているか
らである。特に、学習済みの畳み込みニューラルネット
ワークを用いた識別高速化のためのアクセラレータが期
待されている。

CNNは、畳み込み層を持ったニューラルネットワー
クで、通常のニューラルネットワークと同様に順伝播と
誤差逆伝播法を用いて、クラス分類の結果から、教師有
り学習を可能とする。この認識精度が画像認識の権威あ
るコンテスト ILSVRC2012で非常に高い成果を打ち出
した [1]。それ以降、研究が盛んに進められ、実用化が進
められている。しかし、そのネットワーク規模は年々増
加傾向にあり、これを現実の制約下で実用するには、面
積・電力効率の優れた専用アクセラレータが必要である。

一般的なニューラルネットワークアクセラレータは、
積和演算を並列に行なう構造をとり、メモリバンド幅ボ
トルネックとなっていたが、CNNの演算の 90%を占め
る畳み込み演算は、多くのパラメータが再利用性を有し
ているため、演算処理とメモリバンド幅のバランスが重
要となる。これまでに、この畳込み演算に着目した種々
の専用アクセラレータが研究されている。これらは主に
4種のパターンに大別できる。

(A)Parkら [2]やQiuら [3]は重み (Weight)をローカ
ルレジスタに持ち、画素 (Activation) または途中結果
(Psum)をグローバルに伝播させる手法を取った。これ

らは、CNNの重みの再利用性を最重要視した構成で、重
みの読み出し回数を最小化することができる。
(B)Zidongらの ShiDaDiannao[4]は途中結果をローカ
ルレジスタに持ち、画素または重みをグローバルに伝播
させた。これにより、画素と重みの連続性を活かしなが
ら、途中計算をローカルに保持することで計算結果の移
動コストを最小化させている。
以上の (A)(B)は要素一つに優先事項を偏らせている
ため、ネットワーク構造の変化に弱い。そこで、(C)Chen
らの Eyeriss[5]は重みと画素を行毎にグループ化して大
局的に最適化している。行毎にローカルバスを設け、二
次元構造を最大限に利用することで、グローバルバッファ
からの読み出し回数を最小化させることで省電力化を実
現した。さらに、各ニューロンの出力がほとんど０とい
う特性を用いた圧縮表現と演算スキップ機能を設けるこ
とで、効率化を図っている。
しかし、これら 3 種はネットワーク構造が畳み込み
に特化してしまい、汎用性に欠ける。そのため例外処理
をしたり、固定のネットワークを用いることでこの問題
を回避している。一方、(D)Zhangらは、任意のネット
ワーク構造から最高性能を見つけ出す探索方法を紹介
し、FPGAによって実装している [6]。この探索手法で
は、ローカルレジスタを持たず、グローバルバッファか
らの任意に入力を選択する。Zhangらは、各層の演算を
可能とする演算器のルーフラインモデルを組み合わせ的
に洗い出し、与えられたメモリバンド幅と面積制約の中
で最も高い計算性能とその構造を算出している。
このように、ハードウェア化による CNNの高速化手
法が提案されている。しかし、急激に進化するニューラ
ルネットワーク構造に対応するには、性能や電力効率だ
けではなく、高い汎用性を伴った高速化技術が今後の重
要となる。

3 ディープニューラルネットワークの軽量化
ハードウェア化による高速化の一方で、ニューラルネッ
トワークそのものの軽量化の取り組みが行われている。
そこで、実装するネットワーク規模を小さくする、圧縮
手法が研究されている。枝刈りやクラスタリングによっ
て、ネットワークの表現を減らす事ができる [7][8]。
また、認識精度を落とさずに実装する計算コストを削
減する手法がある。GoogleやNVIDIAは、従来の float

演算から、bit精度を落とした計算機を発表した。さら



に、bit 精度削減の量子化手法も多数発表されている。
その中でも、究極的に二値にまで削減したものが二値化
ニューラルネットワークである [9]。
二値化を行えば、積和演算における乗算をXNORゲー
ト一つで代用でき、加算器も小さく、さらにメモリバン
ド幅も大幅に小さくすることができる。しかし、二値化
ニューラルネットワークの学習を収束させるには、バッ
チノーマライゼーションと呼ばれる、正規化手法が用い
られる [10]。これにより、値が二値の閾値領域近傍へ分
布するように正規化を行なうことで学習を収束させるこ
とができる。これは、認識時にも用いられるため、この
演算がボトルネックとなり得る。そこで、認識時に限っ
ては符号部のみが得られれば良いという着想から、この
演算を簡易化させることができる手法が報告されている
[11]。
我々は、この手法を応用して、Zhangらの最適化探索

を二値化に適用させた。二値化によって極端に面積・バ
ンド幅効率の改善が得られることから、CNNの複数個
存在する並列性を組み合わせることで、より最適な構成
をとる事ができることを示す。また、この並列性を用い
ると、層毎の構造の変化量が大きくなるに連れ、静的な
構成と動的な構成での性能差が大きくなる。そのため、
インターコネクト部の汎用化とそのオーバーヘッドのト
レードオフを考察した。

4 まとめ
本稿では、ディープラーニング専用ハードウェアアク
セラレータの動向を CNNの認識機能に着目して報告し
た。また、ニューラルネットワークのハードウェア志向
アルゴリズムを取り上げた。これらを用いたハードウェ
ア探索手法を発表では解説する。
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